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Resum

Aquest article proposa com incorporar la teoria dels
Rough Sets com a metode de ponderacié dins d'un
sistema classificador basat en casos. Aquest sistema
hibrid s'ha implementat sobre la plataforma BASTIAN
(case-BAsed SysTem In clAssificatioN), la qual
incorpora ambdues técniques.

Els principals objectius d'aquest article son: presentar
el sistema BASTIAN; i analitzar aquesta proposta
utilitzant diferents dominis, extrets del repositori UCI.

Paraules clau: Raonament Basat en Casos,
Aprenentatge Artificial, Diagnosi, Descobriment de
Coneixement.

1 Introduccio

El nostre principal objectiu és desenvolupar, avaluar i
millorar els sistemes classificadors. En aquest article
presentem un sistema classificador hibrid basat en
Raonament Basat en Casos i Rough Sets. La
plataforma BASTIAN és un sistema de Raonament
Basat en Casos que incorpora els Rough Sets per a
millorar la prediccié del sistema. Rough Sets és
utilitzat en el nostre sistema com a metode de
ponderacio per a seleccionar la millor rellevancia dels
atributs en el domini.

El Raonament Basat en Casos (CBR) [16] s'ha utilitzat
ampliament en una gran varietat de camps i
aplicacions. En el nostre cas, utilitzem el CBR com un
sistema automatic de classificacio [4,21].

Rough Sets és una técnica de Data Mining. La
naturalesa d'aquesta técnica fa que es pugui aplicar per
a reduir el coneixement, extraure dependéncies,
raonar, reconeixement de patrons, etc.

Les principals arees de recerca en Rough Sets son:

1. El tractament de coneixement incomplet.

2. La  manipulaci6 de peces inconsistents
d'informacié.
3. La manipulaci6 de diferents nivells de

representacié, des de universos refinats fins a
universos gruixuts (coarser) i al revés.

Aquest article es divideix en les segiients seccions. En
primer lloc, en una descripcio del la plataforma
BASTIAN (veure secci6 2). A continuacid es presenta
la teoria de Rough Sets com a métode de ponderacid
per a un sistema classificador Basat en Casos. Les
seccions 4 i 5 exposen el banc de proves utilitzat i els
resultats obtinguts, respectivament. Finalment, 1altima
seccio presenta les conclusions i el treball futur.

2 Descripcio de la plataforma BASTIAN

La plataforma BASTIAN ¢és un sistema de Raonament
Basat en Casos utilitzada per a problemes de
classificacio. El raonament basat en casos integra dos
caracteristiques ben diferenciades: d'una banda,
l'aprenentatge i de I'altre la resolucié de problemes.

El CBR utilitza una filosofia similar a la que, de
vegades, utilitzem els humans: intenta resoldre nous
casos (exemples) d'un problema utilitzant casos resolts
anteriorment. El procés de resolucié de nous casos
contribueix amb nova informacié dins del sistema.
Aquesta nova informaci6 podra ser utilitzada
posteriorment per a resoldre casos futurs. El procés
basic del CBR es pot descriure en 4 fases [1,11]. La
figura 1, mostra la descripcido d'aquestes 4 fases,
definides com:



e Retrieval (Recuperacio): aquesta fase selecciona
dins de la memoria de casos, el cas o casos més
similars al cas nou que volem resoldre.

* Reuse (Adaptacio): el sistema intenta adaptar el cas
0 casos recuperats per a resoldre el cas nou.

* Revise (Revisio): en aquesta fase es revisa la
solucio proposada en la fase anterior.

*  Retain (Emmagatzematge): el sistema
emmagatzema tota aquella informaci6 rellevant
obtinguda al resoldre el nou cas.

En un sistema Classificador Basat en Casos, é€s
possible simplificar la fase d'adaptacid classificant el
nou cas amb la mateixa classe que el cas més similar
recuperat de la memoria de casos.
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Figura 1: Cicle del Raonament Basat en Casos

BASTIAN és una extensio del sistema CaB-CS (Case-
Based Classifier System) [9,7,6]. BASTIAN permet
la configuraci6 de diferents variants de CBR per a ser
provades per un usuari. Exactament, la variant
presentada en aquest article esta enfocada en dos fases
del cicle de CBR: la fase de recuperacio i
d'emmagatzematge, i també en l'organitzacié de la
memoria de casos. BASTIAN ha esta desenvolupat en
llenguatge JAVA i el sistema s'estda millorant amb
noves funcionalitats.

2.1 Estructura General

L'estructura general del BASTIAN, veure figura 2,
manté les quatre fases descrites en [1]. El sistema
afegeix una fase inicial anomenada Startuplnterface,
no inclosa en el cicle del Raonament Basat en Casos,
que prepara la posta en marxa i inicialitzacions del
sistema.

del sistema han estat
treballar separadament i

Totes les funcionalitats
desenvolupades per a

independentment, perd a la vegada en cooperacio entre
elles. Cadascuna de les funcionalitats descrites, en
l'estructura general, cont¢ wuna descripcid del
comportament general que ha d'assolir. El nostre
principal objectiu ha estat obtenir una estructura
general que pugui canviar dinamicament depenent del
tipus de CBR que es vol desenvolupar.
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Figura 2: Estructura General del BASTIAN.

Les principals funcionalitats son:

CBRParamConfiguration: ens modifica, guarda i
recupera la configuracié del sistema. El sistema de
configuracid és independent de la plataforma. Aixi
permet la configuracié dinamica de tota la
plataforma en qualsevol moment.

* CBRErrors: és el controlador derrors de la
plataforma.  S'encarrega  de  detectar i
emmagatzemar tots els errors durant I'execucio.

* CBRStatistics: nucli inicial d'estadistiques de tot el
sistema durant l'execuci6. El format de les
estadistiques es realitza en format EXCEL,
LATEX i EPS.

e CaseMemory: desenvolupa  diferents tipus
d'organitzacions de la memoria de casos.
e SimilarityFunctionInterface: defineix les

operacions basiques a desenvolupar per les
funcions de similitud. Permet, a més a més,
modificar la funcié de similitud durant una
execucio.

*  Weightinglnterface: conté les principals
caracteristiques que s'han d'acomplir per a calcular
la rellevancia dels atributs dins del sistema
classificador basat en casos. Esta relacionada amb
Retrievallnterface i SimilarityFunctionlnterface.



¢ {Retrieval, Reuse, Revise, Retain}Interface: sén
les quatre fases del cicle de CBR. Aquestes
interficies descriuen el comportament de cada
fase.

El nucli d'un sistema de Raonament Basat en Casos és
la fase de recuperacio (fase 1). Aquesta fase recupera
el cas o casos més similars al cas nou que es vol
resoldre. La similitud entre dos casos es calcula a
partir de diferents funcions de similitud. El nostre
objectiu és millorar I'aproximaci6é d'aquestes funcions
de similitud utilitzant métodes de ponderacid d'atributs
que calculin la rellevancia de cadascun d'ells.

2.2 Funcions de similitud

Donat l'objectiu d'aquest article, hem utilitzat les
funcions de similitud, basades en el concepte de
distancia, que s'han introduit dins del BASTIAN. La
més utilitzada és Nearest Neighbour Algorithm, la qual
calcula la similitud entre dos casos usant una mesura
de similitud global [2,3]. La implementaci6é practica
(utilitzada en el nostre sistema) d'aquesta funcid esta
basada en la metrica de Minkowsky [6,12], també
utilitzem la distancia de Clark i la distancia del
cosinus.

Meétrica de Minkowsky

La métrica de Minkowsky es defineix com:

. F r
Sim(Cas _x,Cas _y) = '\‘/iél w; x‘xi —yi‘ (1)

On Cas x i Cas_y son els dos casos dels que estem
calculant la similitud; F és el nombre d'atributs que
descriuen un cas; X;, y; representen el valor i-éssim
pel cas x iy, respectivament; i w; és el pes de l'atribut
i-éssim.

En aquest estudi hem utilitzant la metrica de
Minkowsky amb tres valors diferents del parametre 7:
distancia de Hamming per a =1, distancia Euclidiana
per a r=2, i distancia cubica per a r=3.

Distancia de Clark

La distancia de Clark es defineix com:
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On F representa el nombre total d'atributs que
descriuen un cas; x; 1 y; representen el valor de 'atribut
i-€ssim pels casos x i y, respectivament; i w; €s el pes
de l'atribut i-€ssim.

F
Sim(Cas _x,Cas _y) =2 ¥ w; X

1=

Distancia del cosinus

La distancia del cosinus esta basada en les propietats
dels vectors en un espai euclidia. Aquesta distancia
mesura l'angle del cosinus en un espai n dimensional.
La distancia es defineix com:

F
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Sim(Cas _x,Cas _y) =w; X
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On F representa el nombre total d'atributs que
descriuen un cas; x; 1 y; representen el valor de l'atribut
i-essim pels casos x i y, respectivament; i w; €s el pes
de l'atribut i-essim.

2.3 Representacio de la Memoria de Casos

La representacié de la memoria de casos esta descrita
en la figura 3. Tal i com es pot observar, existeixen
tres estructures per a utilitzar en la plataforma
BASTIAN: la primera d'elles, és una llista (/is?); la
segona €s un vector (SingleList) i 1'altima és un arbre
(tree).
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Figura 3: Estructura de la memoria de casos en
BASTIAN
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La memoria de casos utilitzada en els nostres
experiments ha estat la primera, una llista de casos. La
segona part de la figura 3 mostra els problemes que
hem utilitzat en el nostre estudi.

La representacié utilitzada en cada exemple esta
basada en una representacié atribut-valor, veure
equacio 4.

Cas = {aﬂ,al 2y, weslly ,CLASS) (4)

On g; és el valor per l'atribut i-¢ssim, i CLASS és la
classe a la que pertany el cas.

2.4 Politiques de Retain

Per tal de decidir si un cas ¢és suficientment
representatiu per ser emmagatzemat en la memoria de
casos, utilitzem tres politiques de retain diferents,
mirar figura 4.

RetainDifClass ‘

LEGEND
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RetainDifSim

RetainTest ‘ = inheritance

Figura 4: Estructura fase Retain en la plataforma
BASTIAN

e Mode Test, en aquest mode el sistema no
emmagatzema cap nou cas dins de la memoria de
casos. Aquest criteri s'ha escollit per dues raons.
La primera d'elles és que els resultats obtinguts
amb aquest mode poden ser comparats, amb
igualtat de condicions, amb altres técniques
d'aprenentatge  artificial que no inclouen
l'aprenentatge quan estan resolent nous problemes.
L'altre rad és que ens permet avaluar el corpus
inicial de la memoria de casos.

* Mode DifSim, aquesta politica emmagatzema un
nou cas si la seva similitud amb el cas recuperat €s
diferent de cero. En altres paraules, el cas nou
s'emmagatzema si no ¢és idéntic al cas que s’ha
recuperat.

* Mode DifClass, és una politica a mig cami entre
les dues anteriors. El sistema emmagatzemara un
nou cas si aquest no sha pogut classificar
correctament . Altrament, no s'emmagatzemara.

El sistema ens permet, a més a més, entrenar la
memoria de casos inicials per tal d'emmagatzemar
només els casos més representatius.

3 Rellevancia dels atributs

BASTIAN inclou tres variants com a métodes per a
ponderar la rellevancia dels atributs. El primer metode
és la Correlacio Mostral [9]; el segon d'ells és
I'Entropia de Shannon [13]; i finalment, el métode
basat en la teoria dels Rough Sets [18]. L'objectiu
d'aquest article és explicar la integracid de 1ltim
metode de ponderacié dins de la plataforma
BASTIAN. Els Rough Sets dins del sistema
BASTIAN es poden aplicar de dues maneres diferents:

o Estaticament, es calcula la ponderacio d'atributs
només sobre la memoria de casos inicials. Aquest
article es centrara en aquesta proposta.

¢ Dinamicament, la rellevancia dels atributs es
calcula sobre la memoria de casos inicials, i també
cada vegada que s'emmagatzema un nou cas sobre
la memoria de casos. A aquest sistema de
ponderacié li direm incremental.

Aquesta secci6é 1'hem dividit en una introduccié de la
teoria dels Rough Sets, alguns conceptes basics sobre
la teoria i, per acabar, amb I'explicaci6 de la
incorporacié dels Rough Sets dins del Sistema de
Raonament Basat en Casos.

3.1 La teoria dels Rough Sets

La teoria dels Rough Sets va ser introduida per
Zdzislaw Pawlak l'any 1982 [14, 15, 16]. La idea
basica dels Rough Sets consisteix en aproximar un
conjunt per un parell de conjunts, anomenats
l'aproximacié inferior i superior d'aquest conjunt.
Concretament, aquestes aproximacions son les
operacions de clausura i pertinenga per a una certa
topologia generada amb les dades existents amb els
elements d'aquest conjunt.

La naturalesa dels Rough Sets, fa que aquesta teoria
sigui util per a reduir coneixement, extraure
dependéncies del coneixement, raonar, reconeixement
de patrons, etc.

En el nostre cas, utilitzem la teoria del Rough Sets per
a reduir i extraure les dependéncies del nostre
conecixement. Aquestes dependéncies son els



fonaments per a calcular la rellevancia de cadascun
dels atributs dins del Raonament Basat en Casos.

3.2 Rough Sets dins del Raonament Basat en Casos

Com incorporem la teoria dels Rough Sets dins del
nostre sistema classificador basat en casos?

En primer lloc, en aquest article incorporem alguns
conceptes per a explicar com obtenir les dependéncies
que estem buscant dins del nostre coneixement per tal
d'extraure el millor conjunt de pesos.

Conceptes basic i definicions

A partir del nostre Univers (U) (conjunt finit no buit
d'objectes que descriven el nostre problema, la
memoria de casos), calculem els conceptes (objectes o
casos) que formen les particions del nostre univers. La
unié de tots els conceptes formen tot I'univers.
Utilitzant tots els conceptes podem descriure les
relacions d'equivaléncia sobre el nostre univers (U).
Una relacio d'equivaléncia és el conjunt d'atributs que
descriuen un concepte. U/R son les families de totes
les classes d'equivaléncia de (R).

L'univers 1 les relacions formen 1la base de
coneixement (KB), definida com KB=<U, R>. On

R és la familia de relacions d'equivaléncia sobre U.
Cada relacidé sobre I'univers €s un concepte elemental
de la base de coneixement.

Tots els conceptes estan formats per un conjunt de
relacions d'equivaléncia que els descriven. Aixi,
nosaltres buscarem el minim conjunt de relacions
d'equivaléncies que defineixen el mateix concepte que
el conjunt inicial.

Definicio 1 (Relacions d'indiscernibilitat)

Es defineix com IND(i’ =n R on PO R. Sifem
la lectura podem dir que la relacié d'indiscernibilitat és
la interseccid de totes les propietats de P. La
indiscernibilitat dona la informacié més refinada d'un
concepte. Dona la informacié de totes les relacions

d'equivaléncia que pertanyen a P.
Exemple 3.1

Suposem que tenim un univers amb 8§ objectes o casos,
U = (Xl, X2, X3, X4, X5, Xg, X7, Xg), amb la Segﬁent
familia de relacions d'equivaléncia R ={P, Q, S}. On
P soén colors (verd, blau, vermell i groc); Q és mida (

petit , gran, mig); i S soén formes (quadrat, rectangular,
circular, triangular).

U/P=((X1, X4, Xs), (X2, Xg), (X3), (X6, X7))
U/Q=((X1,X3, Xs), (X6), (X2, X4, X7, X3))
U/S=((x1, X5), (X6), (X2, X7, X3), (X3, X4))

Tal i com es pot veure, cada relacié d'indiscernibilitat
divideix I'Univers de forma diferent.

Definici6 2 (Coneixement basic)

El coneixement basic és la familia de totes les classes
d'equivaléencia de les relacions d'equivaléncia

relacionades amb IND(ﬁ). El coneixement basic

mostra tot el coneixement associat amb la familia de
relacions d'equivalencia de P.

Definicio 3 (Categories P-basiques)

Les categories P-basiques son les propictats basiques
de l'univers, les quals poden ser expressades usant
coneixement de P. Soén els fonaments del nostre
coneixement.

Suposant una base de coneixement KB=<U, R >
IND(K)=IND(P): 0 2P0 R és la familia de totes
les relacions d'equivaléncies definides en K.

Definicio 4 (equivaléncia i generalitzacio)
Tenint K i K' bases de coneixement:

¢ Si IND(K) = IND(K"), aix0 significa que k i K' sén
equivalents.

e Si IND(K) O IND(K") Illavors la base de
coneixement K és més fina que K', per tant K' és
una generalitzacio de K.

Rough Sets

Si tenim X [0 U i R com a relacié d'equivaléncia.
Direm que:

e X és R-definible si X és la unio d'alguna categoria
R-basica; altrament direm que X és R-indefinible.

e Els conjunts R-definible son aquells subconjunts
del Univers que poden ser exactament definits en
la base de coneixement K, mentre que R-
indefinible son aquells que no es poden definir en
la base de coneixement.

* El conjunt R-indefinible es pot anomenar tamb¢ R-
Rough.



e El conjunt X 00 U s'anomena exacte en K si
existeix R [J IND(K) tal que X és R-exacte, i X
s'anomena Rough en K, si X és R-Rough per
qualsevol R OO IND(K).

Aproximacions dels conjunts. Aquesta ¢és la idea
principal dels Rough Sets, aproximar un conjunt a
partir d'altres conjunts. Les segiients definicions
mostren aquesta idea.

Partim d'una base de coneixement KB=<U, R > amb
un conjunt X [ U i una relacié d'equivaléncia R [
IND(K), es poden associar dos conjunts:

e Aproximacio inferior (lower)
e Aproximaci6 superior (upper)

Definicio 5 (Aproximacié inferior)

L'aproximacio inferior es defineix com : R X =0 {Y

0 U/R: Y O X}. L'aproximacio6 inferior és el conjunt
de tots els elements de U que amb certesa poden ser
classificats com elements de X, utilitzant el
coneixement de R.

Definicio 6 (Aproximacioé superior)

L'aproximaci6 superior es defineix com: R X = [0 {Y
O UR: X n'Y # 0O}. L'aproximacid superior és el
conjunt de tots els elements de U que possiblement
poden ser classificats correctament com a elements de
X, utilitzant el coneixement R.

Definicio 7 (Frontera)

R X —R X ¢és la frontera BNr(X). La frontera és el

conjunt d'elements que no poden ser classificats com a

lements de X o elements de =X tenint el coneixement
R.

Reducts and Core. Intuitivament, un reducte (reduct )
de coneixement ¢s la part essencial d'aquest
coneixement, el qual és suficient per a definir tots els
conceptes del coneixement, mentre que un nucli (core)
és la part més important d'aquest coneixement.

Partint de R familia de relacions

d'equivaléncies i R [ R . Podem dir que:

com a

« R és indispensable si IND(R) # IND(R - R);
altrament és dispensable.

e La familia Rés independent si cada R OR és
indispensable en R; altrament és dependent.

Definicio 8 (Reduct)

Q OR és un reducte de R si:

1. Q és independent
2. IND(Q ) = IND(R) . Utilitzant Q és possible
aproximar el mateix que utilitzant R.

Definicio 9 (Core)

El conjunt de totes les relacions indispensables en R
s'anomena core de R, 1 es defineix com:

CORE (R =\ RED(R)
on RED( R ) és la familia de reductes de R.

Exemple 3.2

Continuem amb l'exemple 3.1 per a buscar els reductes
i el core de la nostra base de coneixement. Les classes
d'equivaléncia eren:

U/P=((X1, X4, Xs), (X2, Xg), (X3), (X6, X7))
U/Q=((X1,X3, Xs), (X6), (X2, X4, X7, X3))
U/S=((x1, X5), (X6), (X2, X7, X3), (X3, X4))

Aixi la relaci6 IND(R ) té
d'equivaléncia:

U/IND(R ) = (x4, Xs), (X2, Xg), (X3),(X4)(Xe), (X7))

la segiient classe

La relacié P és indispensable en R, ja que:

U/IND(R -P) = ((x, Xs), (X, X7, Xg), (X3) ,(Xa),(Xe)) %
U/IND(R )

En canvi, les relacions Q i S son dispensables ja que
aproximen el mateix que R.

U/IND(R -Q) = (x4, Xs), (X2, Xg), (Xa(Xa)s(Xe), (x7)) =
U/IND(R )

U/IND(ﬁ -S) = ((X1, Xs), (X2, Xg), (x3),(x4),(x6), (x7)) =
U/IND(R )

Aixi doncs, la classificacié definida pel conjunt de tres
relacions d'equivaléncia P, Q, i S és la mateixa que la
classificacio definidaper PiQor P i S.



Per tant, els reductes i el core son:

RED(R ) = ((P,Q), (P.S))
CORE (R)=(P)

Com introduir els Rough Sets dins del Raonament
basat en casos?

Utilitzarem la informaci6 dels reductes i el core per a
ponderar la rellevancia dels nostres atributs en el
sistema. Un atribut que no apareix en els reductes
tindra una rellevancia de valor 0.0, mentre que un
atribut que apareix en tots els reductes, per tant forma
el core tindra una rellevancia de 1.0. La resta
d'atributs tindran un valor proporcional a la seva
aparici6 en els reductes. Aquest sistema de ponderacio
basat en la proporcionalitat d'aparicié en els reductes i
core és que utilitzarem dins del nostre sistema
classificador basat en casos.

La figura 5 mostra, a grans trets, quins son els passos
que realitzem per a calcular la ponderacié d'atributs, a
partir de la teoria dels Rough Sets, i utilitzar-la en el
nostre sistema classificador. Aquest dibuix, mostra
com es realitza aquesta incorporacié dins del nostre
sistema.

Els procés de ponderaci6 esta dividit en tres passos. El
primer pas és discretitzar les dades, és necessari per tal
d'utilitzar la teoria dels Rough Sets; el segon pas és la
cerca dels reductes i el core dins de la base de
coneixement que tenim fins aquest moment, utilitzant
la teoria dels Rough Sets; i finalment, com a darrer
pas, utilitzem la informaci6 dels reductes i el core per
a treure el valor de ponderacid proporcional dels
nostres atributs.

Examples { Discretise } 4—QS1~|D
Searching ] HC >
[ REDUCTS & CORE Rough Sets
Weight of Il
each feature
Weights Extraction — BASTIxD

Figura 5. Meta procés dels Rough Sets.

La teoria dels Rough Sets s'ha introduit com a métode
de ponderaci6 en dos fases del cicle modificat de CBR.
La primera fase és la fase d'start-up i la segona és la
fase de retain. La fase d'start-up calcula els pesos amb
la memoria de casos inicial, aquests pesos seran
utilitzats per la fase de retrieval posteriorment. La
fase d'emmagatzemament (refain) calcula els pesos de
la memoria de casos, sempre i quan s'hagin
emmagatzemat nous casos dins de la memoria de

casos. La codificacio del sistema de Rough Sets ha
estat realitzada utilitzant una llibreria publica Rough
Sets Library [8].

4 Banc de proves

La experimentacio s'ha realitzat usant 3 bancs de
proves del UCI repository ( echocardiogram, iris,
breast cancer Wisconsin) i un conjunt de dades del
nostre banc de proves (mammogram problem). Les
Taules 1 1 2 mostren les caracteristiques de cada banc
de proves. E problema de les mamografies consisteix
en la deteccio de cancer de mama a partir de les
microcalcificacions que es pot trobar en una
mamografia digital. Una microcalcificacié (pCa)
normalment apareix en les mamografies com un punt
petit, brillant i de formes diferents. Aixi doncs, la seva

analisis 1 caracteritzacid6 es realitza a través de
l'extracci6 de caracteristiques 1 descriptors de
visibilitat,  utilitzant  diferents  técniques de

processament d'imatges [19]. Cadascun dels exemples
(mamografies) conté la descripcié de diferents pCa.
Cada pCa esta descrita per 23 atributs reals. En altres
paraules, una mamografia esta representada per una
matriu de m files x 23 columnes, on m és variables
segons el nombre de microcalcificacions presents en la

mamografia. Aquest banc de proves conté 216
mamografies.

Domini Referéncia
Echocardiogram E

Iris I

Breast Cancer Wisconsin BC
Mammogram M

Taula 1. Banc de proves utilitzat.

Ref Exem- Atri- Cla- Valors Incon-
ples buts sses desconeguts sistent

E 132 9 2 132 Si

I 150 4 3 0 No

BC 699 9 2 9 Si

M 216 23 2 0 Si

Taula 2. Caracteristiques dels bancs de proves.

Els diferents problemes han estat dividits en dos
conjunts: el conjunt d'entrenament i el conjunt de test.
El conjunt d'entrenament s'usa per a entrenar el
sistema, mentre que el segon conjunt és l'utilitzat per a
testejar el sistema. El conjunt d'entrenament i de test
s'ha  generat utilitzant  diferents  proporcions



d'exemples: 10% d'entrenament i 90% de test, 20%
d'entrenament i 80% de test, fins arribar a la proporcio
90% d'entrenament i 10% de test.

Hem provat cada conjunt de dades utilitzant les
segiients politiques:

¢ Funcions de similitud: M¢trica de Minkowski
(distancia de Hamming, Euclidiana i Cubica),
distancia de Clark i Cosinus.

* Politiques de Retain: DifSim, DifClass i Test.

e Entrenament conjunt inicial de dades:
entrenament de la memoria de casos inicial i
manteniment de la memoria de casos inicial.

e Exemples: tenim 9 proporcions de cada conjunt de
dades i 10 versions per a cada proporcio.

Per a cada conjunt de dades fem un total de 2700
execucions.

5 Resultats

En aquesta seccid es presenten els resultats més
importants obtinguts de les execucions anteriors. La
taula 3 presenta els resultats obtinguts durant
l'execucio 90% d'entrenament 10% de test. La primera
columna mostra els resultats obtinguts de 1'execucié de
la plataforma BASTIAN sense utilitzar ponderacid
d'atributs, la segona columna mostra els resultats per al
metode de ponderacié basat en la teoria dels Rough
Sets.

Ref Not Weighting Rough Sets weights
(= W) (PRS)

E 78.57% 78.57%

I 100% 100%

BC 98.71% 98.71%

M 77.27% 81.81%

La figura 6 mostra els resultats obtinguts per totes les
proporcions d'entrenament en el problema de les
mamografies. Tal i com es pot veure, el métode de
ponderacio necessita un volum de dades d'entrenament
més elevat per tal de desenvolupar una bona
rellevancia dels atributs. En canvi, la predicci6 del
sistema augmenta quan es disposa de suficient
informaci6 en la memoria de casos per tal de
desenvolupar un bon criteri de ponderaci6. A més a
més, el sistema decrementa la desviacidé estandard
quan usa el metode de ponderacio.
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Figura 6. Resultats maxims per al problema de les
mamografies.

També es pot observar que és molt important
seleccionar una bona memoria de casos inicial per tal
d'aconseguir millors resultats. Aixi, els millors
resultats s'han obtingut quan s'entrenava a priori la
memoria de casos inicial. La memoria de casos s'ha
decrementat utilitzant aquesta politica, deixant
d'aquesta manera, els casos més rellevants de la
memoria inicial.

Taula 3. Resultats maxims per a cada conjunt de dades

Aquesta proporcid s'ha escollit per la rellevancia dels
resultats obtinguts. Val a dir que els resultats
presentats en aquesta taula son els millors resultats
obtinguts en una execucio.

Els resultats presentats obtenen una bona mesura de
prediccio. Volem fer émfasis, en que els resultats
maxims que apareixen utilitzant el metode de
ponderacid basat en la teoria de Rough Sets, apareixen
més freqiientment que quan no s'usa meétode de
ponderacio.
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Figura 7.Mitjana de Resultats per al problema
echocardiogram.



La taula 4 mostra els resultats obtinguts en diferents
proporcions d'entrenament per al problema Iris. Els
resultats presentats son el maxim i la mitjana per a
cada proporcio, usant i no usant meétode de ponderacio.
Tal i com es pot observar, existeixen poques
diferéncies entre el sistema hibrid amb Rough Sets i el
sistema classificador basat en casos pur. Els resultasts
denoten, a més a més, que €s molt important el nombre
de casos que s'inclouen en la memoria de casos per tal
d'aconseguir una bona ponderacié dels atributs.

Es important remarcar que el percentatge de
classificacié depén de la mida de la memoria de casos.
Aquest fet es pot observar en tots els problemes que
s'’han provat.

La figura 7 mostra la mitjana de resultats obtinguts per
al problema echocardiogram en totes les proporcions
d'entrenament. També reafirma la conclusié anterior,
que ¢és molt important el nombre de casos que tenim
dins de la memoria de casos i també que els resultats
depenen del nombre d'atributs sense valor (missing
values) que tenim en el sistema.
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Figura 8. Mitjana problema breast cancer Wisconsin

Els resultats obtinguts per al problema breast cancer
Wisconsin es poden trobar en la figura 8. Els resultats
son molt similars als presentats anteriorment, aixo és
degut al gran volum de dades que existeix per aquest
problema i al nombre de missing values que té.

Finalment, ¢és important remarcar que tots els
problemes s'han discretitzat utilitzant el mateix
nombre d'intervals. Aquest parametre hauria de ser
modificat segons els limits inferiors i superiors de cada
atribut. Aquesta metodologia de discretitzacidé de les
dades pot influenciar ampliament els resultats
obtinguts.

6 Conclusions i treball futur

Aquest article ha presentat la introducci6 de la teoria
dels Rough Sets com a meétode de ponderacio
d'atributs dins d'un sistema classificador basat en
casos. Aquest treball tracta principalment dos punts: la
proposta d'una plataforma que incorpora la teoria dels
Rough Sets dins d'un sistema classificador basat en
casos (anomenat BASTIAN) i la millora de Ia
ponderacioé d'atributs a partir de la teoria dels Rough
Sets.

El nostre métode de ponderacié basat en la teoria de
Rough Sets s'ha avaluat amb diferents problemes del
UCT repository. Entre les conclusions dels nostres
resultats, podem dir que la més important ha estat
observar com el bon funcionament en prediccid del
metode de ponderacié depén ampliament del volum de
dades que tenim en la memoria de casos i també de si
aquestes dades son prou representatives o no. També
és important dir que el sistema només decrementa la
seva prediccid en el cas de tenir una proporcio
d'entrenament del 10%. El sistema de ponderacio6 basat
en la teoria dels Rough Sets ajuda a equilibrar els
resultats en el sistema, provocant que el sistema no
tingui una desviacié molt amplia.

El nostre treball futur en aquesta area esta enfocat a
millorar la prediccié utilitzant diferents criteris de
ponderacié i1 millorar la plataforma implementant
noves funcionalitats.

Agraiments

Aquest treball ha estat patrocinat per "Ministerio de
Sanidad y Consumo, Instituto de Salud Carlos III,
Fondo de Investigacion Sanitaria, n° 00/0033-02". Els
resultats d'aquest treball han estat obtinguts utilitzant
I'equip subvencionat per la Direccié de Recerca de la
Generalitat de Catalunya (D.O.G.C 30/12/1997).
Volem agrair a Enginyeria i Arquitectura La Salle el
seu suport al nostre grup de Recerca en Sistemes
Intel-ligents.
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